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ML Engineering



Rules of Machine Learning

#1 Don’t be afraid to launch a product without machine 
learning
#14 Starting with an interpretable model makes debugging 
easier
#17 Start with directly observed and reported features as 
opposed to learned features

Forrás: Martin Zinkevich Rules of Machine Learning: Best Practices for ML Engineering 
https://developers.google.com/machine-learning/rules-of-ml/ 

https://developers.google.com/machine-learning/rules-of-ml/


Machine Learning: The High Interest 
Credit Card of Technical Debt
• Complex Models Erode Boundaries
• Data Dependencies Cost More than Code Dependencies
• System-level Spaghetti

Sculley et al: Machine Learning: The High Interest Credit Card of Technical Debt https://ai.google/research/pubs/pub43146 

https://ai.google/research/pubs/pub43146


Emberközpontú gépi tanulás
Human-Centered Machine Learning
https://medium.com/google-design/human-centered-machine-learning-a770d10562cd

https://medium.com/google-design/human-centered-machine-learning-a770d10562cd


Alapelvek

• a gép nem találja meg helyetted a problémát
• minden az adatokon múlik, legyen torzításoktól mentes, 

kiegyensúlyozott tanulóadatod
• a gépi tanulás akkor jó megoldás, ha tényleg hozzá is ad 

valamit a rendszerhez és nem helyettesíthető mással
• nincs tökéletes megoldás, döntsd el hogy a fals pozitív 

vagy a fals negatív eredmények fájnak-e neked jobban
• a lifelong learning az algoritmusoknál is létszükséglet



Kompromisszumok
● Mi fáj jobban?

○ Elmulasztani egy potenciális 
ügyfelet (fals negatív), vagy

○ nem releváns adatokkal 
foglalkozni?

● Mit értékelünk jobban?
○ Ha predikcióink inkább 

helyesek, vagy
○ Ha a lehető legtöbb esetet 

találjuk meg egy-egy 
osztályból?

● Precision vs Recall

Forrás: 
https://medium.com/google-design/human-centered-machine-learning-a770d
10562cd



A nagy nem 
feltétlenül jobb

● emberi adatok 
emberi előítéletek 
tükröznek

● a gépi tanulás nem 
tudja ezeket 
kiküszöbölni

Forrás: 
https://motherboard.vice.com/en_us/article/j5jmj8/google-artificial-intelligenc
e-bias



A modell 
előítéleteink 
gyűjteménye

● átláthatóság
● skála
● kár



Járókelő - Classifier API



Mi az a 
klasszifikáció?
● Előre megadott kategóriákba 

sorolni az inputot
● Lehetnek egymást kizáró, vagy 

átfedő kategóriáink

Forrás: 
https://medium.com/google-design/human-centered-machine-learning-a770d
10562cd











Small, imbalanced data



Nehéz egyetérteni



Feature Engineering

Segítőkészség, érthetőség, közvetlenség és gyorsaság 
dimenziókat megragadó jellemzők átbeszélése
Nyelvileg kinyerhető jellemzőkre fordítás - 28 jellemző 
Előfeldolgozás

Nyelvi feldolgozás - magyarlánc (tokenizálás, lemmatizálás, 
szófaji egyértelműsítés) 
Szótárak készítése



Közvetlenül a kapott 
adatokból: 
• válaszadási idő
• válaszadás formátuma
• megszólításban személynév
• aláírásban személynév 

Szótárak:
• barátságtalan megfogalmazások
• megoldásra utaló szavak
• köszönet szavak
• szentiment- és emócióarányok

Nyelvi feldolgozás után:
• mondatszám
• átlagos szószám/mondat
• max szószámot átlépő mondatok
• főnevek aránya
• igék aránya
• főnév/ige arány
• lexikai diverzitás
• szavak átlagos rangja

Regex:
• javítási dátum
• rendeletek





Kiértékelés



Hogyan tovább?

Tversky index
• “A forint olyan mint az euró” vagy “Az euró olyan mint a 

forint”?
• A veréb vagy a gólya tipikusabb madár?

Probability calibration
Ensemble



Köszönöm a figyelmet!
zvarju@precongox.com
@zoltanvarju
http://kereses.blog.hu/


